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耦合负类样本裁剪与非对称

错分惩罚的非均衡 ＳＶＭ算法
高雷阜，赵世杰，于冬梅，徒　君

（辽宁工程技术大学优化与决策研究所，辽宁阜新 １２３０００）

　　摘　要：　针对标准支持向量机（ＳＶＭ）识别非均衡数据往往会出现最优超平面倾向性和正类样本大量错分的现象，探
讨ＳＶＭ识别非均衡数据失效的原因及对策；考虑到ＳＶＭ最优超平面仅由少量支持向量完全决定的特性，提出一种基于负类
边界样本裁剪策略的ＳＶＭ数学模型．鉴于该模型需经多次负类数据的“训练裁剪”过程才能较好地识别正类样本且较为费
时，以等效的一次性裁掉更多样本的裁截面技术作为替代，提出一种耦合负类样本裁剪与非对称错分惩罚的非均衡ＳＶＭ算
法，并利用改进正余弦优化算法优化裁剪偏移量以提高算法的非均衡数据处理能力．数值实验结果验证了裁剪偏移量的优
化必要性、改进正余弦优化算法的较强优化性能和改进ＳＶＭ算法对非均衡数据的较好识别性能．
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Ｋｅｙｗｏｒｄｓ：　ｕｎｂａｌａｎｃｅｄｄａｔａ；ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ；ｂｏｕｎｄａｒｙｓａｍｐｌｅ；ｃｕｔｔｉｎｇｈｙｐｅｒｐｌａｎｅ；ａｓｙｍｍｅｔｒｉｃｍｉｓｃｌａｓｓｉｆｉｃａ
ｔｉｏｎｃｏｓｔ；ｓｉｎｅｃｏｓｉｎｅａｌｇｏｒｉｔｈｍ

１　引言

　　支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）［１］是

Ｖａｐｎｉｋ等根据统计学习理论提出的一种机器学习方
法，以最优超平面技术实现推广泛化性能的控制、软间

隔改善机器的容错性能、核思想保证线性、非线性问题
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的适用性，在处理小样本、非线性和高维数据时有效克

服传统学习算法的局部极值、维数灾难等问题而在垃

圾邮件识别［２］、文本分类［３］、大规模分类［４］等领域得到

广泛应用．标准ＳＶＭ（ＳｔａｎｄａｒｄＳＶＭ，Ｓ２ＶＭ）在处理类间
数据量（／分布）相当的数据时具有较好的识别性能；但
对医疗诊断、故障识别等领域存在的类间数据量不相

当的非均衡数据（定义少数类为正类，多数类为负类）

时，则会出现明显的分类倾向性［５］—最优超平面过于

趋近或贯穿于正类数据集而造成正类样本的大量错

分．鉴于正类样本所蕴含的重要潜在价值，若错分将会
造成较大的潜在损失或风险．因此，如何提高 ＳＶＭ对正
类样本的识别性能已成为非均衡问题研究的一个重要

方向．
目前，处理非均衡数据的策略主要包括平衡类间

均衡度的数据层面方法与改进 Ｓ２ＶＭ的算法层面方法
等．数据层面方法主要通过重采样方式平衡数据集的
类间均衡度，如增加正类样本的过采样（Ｏｖｅｒｓａｍ
ｐｌｉｎｇ）［６，７］、减少负类样本的欠采样（Ｕｎｄｅｒｓａｍｐｌｉｎｇ）［８］

和混合采样［９］等．算法层面的方法则是通过Ｓ２ＶＭ的改
进以适应非均衡数据识别：Ｚｈａｎｇ等［１０］以保角变换构造

缩放核提出适定性的改进 ＳＶＭ算法；Ｍａｌｄｏｎａｄｏ等［１１］

通过无穷范数松弛 ＶａｐｎｉｋＣｈｅｒｖｏｎｅｎｋｉｓ（ＶＣ）维的界提
出ＳＯＣＰＳＶＭ算法；Ｄａｔｔａ等［１２］将决策边界平移与不同

正则项惩罚相组合提出 ＮＢＳＶＭ算法；ＪｉａｎＣｈｕａｎｘｉａ
等［１３］基于支持向量与非支持向量的差异性贡献提出

ＤＣＳ算法．
鉴于 ＳＶＭ利用最优超平面（ＯｐｔｉｍａｌＨｙｐｅｒｐｌａｎｅ，

ＯＨ）实现数据的有效分类，且 ＯＨ仅由稀疏的、少量支
持向量所完全决定［１］，因此，为改善 Ｓ２ＶＭ的非均衡数
据识别性能，需要调整支持向量样本位置以实现ＯＨ的
平移．当前数据层面算法中的过／欠采样技术，由于采样
过程存在较强随机性，采样前后原支持向量位置可能

未发生实质性改变，继而导致ＯＨ移动不明显且不能显
著改善正类样本识别性能；Ｓ２ＶＭ识别非均衡数据失效
的直观原因是ＯＨ位置不当———过于趋近或嵌入正类．
鉴于此，提出一种耦合负类边界样本裁剪与代价敏感

化方法的改进 ＳＶＭ算法：通过负类边界样本的裁剪实
现支持向量改变以向远离正类方向移动 ＯＨ，通过代价
敏感的非对称性惩罚机制降低正类样本的错分概率．

２　支持向量机（ＳＶＭ）理论

　　支持向量机［１，１４］通过构造最优超平面 ＯＨ将待分
类输入样本划分为两类，即位于ＯＨ两侧的样本各为一
类．设训练样本集为（ｘ１，ｙ１），（ｘ２，ｙ２），…，（ｘＮ，ｙＮ），ｘ∈
ＲＮ，ｙ∈｛－１，１｝．线性问题ＳＶＭ对应的凸二次规划为：

ｍｉｎ
ω

１
２ ω

２＋Ｃ∑
Ｎ

ｉ＝１
ξｉ

ｓ．ｔ．ｙｉ（ω
Ｔｘｉ＋ｂ）≥１－ξｉ，

ξｉ≥０，ｉ＝１，２，…，Ｎ （１）
引入Ｌａｇｒａｎｇｅ函数可将式（１）转化为：

Ｌ（ω，ｂ，λ）＝１２ ω
２＋Ｃ∑

Ｎ

ｉ＝１
ξｉ

－∑
Ｎ

ｉ＝１
λｉ［ｙｉ（ω

Ｔｘｉ＋ｂ）－１＋ξｉ］－∑
Ｎ

ｉ＝１
αｉξｉ

（２）

其中，λｉ≥０，ｉ＝１，２，…，Ｎ．式（１）的对偶形式为：

ｍａｘＱ（λ）＝∑
Ｎ

ｉ＝１
λｉ－

１
２∑

Ｎ

ｉ，ｊ＝１
ｙｉｙｊλｉλｊ（ｘｉ·ｘｊ）

ｓ．ｔ∑
Ｎ

ｉ＝１
ｙｉλｉ＝０，０≤λｉ≤Ｃ

（３）

根据 ＫａｒｕｓｈＫｕｈｎＴｕｃｋｅｒ（ＫＫＴ）条件可得线性
ＳＶＭ的分类决策函数为：

ｆ（ｘ）＝ｓｇｎ（∑
ＳＶ
ｙｉλｉ（ｘｉ·ｘｊ）＋ｂ） （４）

对非线性问题，利用非线性映射 Φ将低维空间数
据映射到高维Ｈｉｌｂｅｒｔ空间中以实现数据的线性可分性
和相似性度量．根据 Ｍｅｒｃｅｒ核与内积运算的关系有
Ｋ（ｘｉ，ｘ）＝（Φ（ｘｉ），Φ（ｘ）），可有效避免高维特征空间
中数据内积运算的“维数灾难”．目前常用的核函数有
线性核ＫＬ＝ｘ′·ｚ、多项式核 ＫＰ＝（ｇ·ｘ′·ｚ＋ｂ）

Ｄ和

ＲＢＦ核ＫＲ＝ｅｘｐ
－ｇ‖ｘ－ｚ‖２

．非线性问题的Ｌａｇｒａｎｇｅ对偶形
式为：

ｍａｘＱ（λ）＝∑
Ｎ

ｉ＝１
λｉ－

１
２∑

Ｎ

ｉ，ｊ＝１
ｙｉｙｊλｉλｊ（Φｘｉ ×Φｘｊ）

ｓ．ｔ∑
Ｎ

ｉ＝１
ｙｉλｉ＝０，０≤λｉ≤Ｃ

（５）

则非线性ＳＶＭ的分类决策函数为：

ｆ（ｘ）＝ｓｇｎ（∑
ＳＶ
ｙｉλｉＫ（ｘｉ，ｘｊ）＋ｂ） （６）

３　改进的非均衡ＳＶＭ算法

３．１　Ｓ２ＶＭ处理非均衡数据的失效原因
Ｓ２ＶＭ同其他常见机器学习方法一样（如贝叶斯分

类器），一般以分类准确率最大化为评价准则，且分类

数据需满足如下假设：正负类样本服从（近似）相同的

概率分布、且具有（近似）相等的数据量和分散程度等

特点，此时Ｓ２ＶＭ的最优超平面 ＯＨ示意见图１（ａ）．但
在处理非均衡数据时，由于数据难以满足 Ｓ２ＶＭ适应的
假设前提而造成ＯＨ过于趋近数据量小、分散程度大的
正类并引起正类样本的严重错分，如图１（ｂ）所示．

由图１分析可知：Ｓ２ＶＭ错分正类样本的直观原因是
ＯＨ位置不当—过于趋近或嵌入正类样本，对应的理论原
因则是由ＯＨ数学表达式ω·ｘ＋ｂ ＝０中平移偏置量

９７９２
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ｂ ＝ｂ０－
ｂ＋＋ｂ－

２ ＝ｙｊ－∑
Ｎ

ｉ＝１
ｙｉλ


ｉＫ（ｘｉ，ｘｊ）所引起的：

（１）由于数据的非均衡特性，Ｓ２ＶＭ分类决策函数
中偏置ｂ因边界超平面的偏移量 ｂ＋和 ｂ－优化不当而
造成ＯＨ偏移向正类．因此，为弱化数据集的非均衡性，
常采取的方法是过采样、欠采样及融合采样等．

（２）由ＫＫＴ条件的互补条件知：∑
ｉ∈Ｉ＋
λｉ＝∑

ｉ∈Ｉ－
λｉ．

由于正类数据量相对较少，可能造成正类支持向

量数目也相对较少而无法较好支撑ＯＨ并偏移向正类；
同时由于正负类支持向量的Ｌａｇｒａｎｇｅ乘子之和相等，表
明正类支持向量应具有更大的乘子值而表现出更强的

偏移敏感性．因此，需要赋予乘子值较大的正类样本更
大的错分惩罚以降低正类样本的错分可能性．

（３）核函数Ｋ（·）的选取与设计也将影响Ｓ２ＶＭ的
ＯＨ位置，不同核函数将原始非均衡数据映射到不同的
高维Ｈｉｌｂｅｒｔ空间中并表现出不同的线性可分性和数据
相似性度量．因此，可通过选择／构造适定的核函数
Ｋ（·）或核矩阵以改善Ｓ２ＶＭ的非均衡数据处理能力．
３．２　适应于非均衡数据的Ｓ２ＶＭ改进策略

Ｓ２ＶＭ识别非均衡数据时造成大量正类样本错分
的外延是ＯＨ过于趋近或贯穿于正类数据，因此，改进
Ｓ２ＶＭ的直观策略是调整正负类边界超平面的偏移量
ｂ＋和ｂ－以增大ＯＨ与正类边界的距离并缩小与负类间
距．该策略理论上等价于改变式（１）的约束条件，对应
的ＳＶＭ数学模型为：

ｍｉｎ
ω

１
２ ω

２＋Ｃ＋∑
ｉ∈Ｉ＋
ξｉ＋Ｃ

－∑
ｉ∈Ｉ－
ξｉ

ｓ．ｔ．ｙｉ（ω
Ｔｘｉ＋ｂ）≥ｂ

＋－ξｉ，ｘｉ∈Ｉ
＋

　ｙｉ（ω
Ｔｘｉ＋ｂ）≥ｂ

－－ξｉ，ｘｉ∈Ｉ
－

　ξｉ≥０，ｉ＝１，２，…，Ｎ

（７）

其中，ｂ＋∈［１，２），ｂ－∈（０，１］且满足ｂ＋＋ｂ－ ＝２；Ｃ＋和
Ｃ－分别为正和负类样本的错分惩罚且满足 Ｃ＋／Ｎ－ ＝
Ｃ－／Ｎ＋＝Ｃ０（Ｎ

＋和 Ｎ－分别为正、负类样本数目，Ｃ０∈
（０，＋∞）为常数）．当数据均衡时有 Ｎ＋≈Ｎ－，ｂ＋ ＝ｂ－

＝１，此时，式（７）将退化为Ｓ２ＶＭ．
按式（７）改进 Ｓ２ＶＭ（记作 ＩＳＶＭ）等效于在 Ｓ２ＶＭ

正负类边界超平面间隔内移动 ＯＨ，而非线性情形则是
在相应特征空间内进行ＯＨ平移。由于Ｓ２ＶＭ的ＯＨ只
由稀疏的、少量支持向量决定［１］，远离异类的样本对其

几乎无任何支撑作用，因此，为改善 ＩＳＶＭ的非均衡数
据识别性能，需要将负类样本的当前支持向量从训练

集中删除以向外推移 Ｈ－并增大正负类的边界间距，即
完成一次“训练删除”过程．由于负类样本数据量大且
分散程度小，样本删除前后相邻两次 ＩＳＶＭ训练所得的
负类样本支持向量差异性可能不显著，需经多次“删除
再训练”过程才能较好地识别正类样本。但在实际算

法设计中终止准则通常也难以预先设置：若以训练次

数为终止却无法预估算法执行次数；若以识别准确率

为终止也无法预知Ｓ２ＶＭ对特定数据集的分类阈值．

鉴于支持向量的反复“训练删除再训练”过程实
质上是对近正类的负类样本进行适度删减，等效于基

于特定裁截面的一次性负类样本裁剪过程，即一次“训

练裁剪”过程。该裁剪技术可一次性裁掉更多的负类
样本，有效减少 ＩＳＶＭ的“训练删除再训练”过程以降
低算法的执行复杂度．图２为基于裁截面技术的 ＩＳＶＭ
裁剪示意（假定裁剪中ＯＨ法方向保持不变）．
３．３　基于耦合策略的非均衡ＳＶＭ算法

为提高Ｓ２ＶＭ的非均衡数据识别性能，利用裁截面
技术对近正类的负类样本进行裁剪并融入错分惩罚机

制而提出耦合负类样本裁剪与非对称错分惩罚的 ＳＶＭ
算法（ＳＶＭＣｏｕｐｌｉｎｇｎｅｇａｔｉｖｅｓａｍｐｌｅｓＣｕｔｔｉｎｇｗｉｔｈａｓｙｍ
ｍｅｔｒｉｃｍｉｓｃｌａｓｓｉｆｉｃａｔｉｏｎＣｏｓｔ，Ｃ３ＳＶＭ）．Ｃ３ＳＶＭ算法利用
裁截面技术裁剪负类样本，不仅可弱化正负类样本间

的非均衡度、减少训练数据量、提高算法执行效率，而且

可有效扩大正负类间的边界间隔、实现 ＯＨ向负类数据
集移动以改善正类样本识别率；非对称错分惩罚则通

过增大正类的错分惩罚以降低正类样本的错分概率和

敏感程度、改善正类的识别效率．虽然负类样本的裁剪
可能会造成一定的负类信息丢失，但相较于具有重要

价值的正类识别率提高而言这种信息丢失是可以容忍

的，如医疗诊断中，健康人因某些信息丢失被初判为病

人，仍可通过进一步检查再辨为非病人，但病人均已被

０８９２
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准确识别而避免误判所造成的严重后果．
Ｃ３ＳＶＭ识别非均衡数据的执行伪码见算法１．

算法１　Ｃ３ＳＶＭ

１：设定初始惩罚参数Ｃ０，得到正负类初始错分惩罚Ｃ＋和Ｃ－；
２：训练带非对称错分惩罚的 ＳＶＭ模型，得到当前最优超平面 ＯＨ和
法向量ｗ；
３：计算负类样本到超平面ＯＨ的距离向量并按升序排列；
４：选择适当的裁剪偏移量η得到实现负类样本裁剪的裁截面；
５：根据偏移量η对负类样本进行裁剪（距离小于 η的负类样本被裁
剪掉），得到裁剪后的新的负类样本集；

６：更新正负类样本的错分惩罚Ｃ＋和Ｃ－；
７：再次训练ＳＶＭ模型，得到预测ｍｏｄｅｌ并输出相关数据．

Ｃ３ＳＶＭ算法中裁剪偏移量η的选择影响负类样本
的裁剪效果，继而影响 ＩＳＶＭ对非均衡数据的识别性
能：当η选取过小时，因负类样本的数据量大且分散程
度小，可能导致裁减效果不佳而使ＯＨ向负类方向移动
较小且未能显著改善 ＳＶＭ的正类识别率；当 η选取过
大时将会导致大量负类样本被裁掉，虽然能够有效识

别正类样本，但因负类样本过度裁剪而使ＯＨ过于倾向
于负类并引起负类样本的大量错分和样本属性的逆转

现象，即由原数据量多的负类逆变为裁剪后数据量少

的假“正”类．因此，为提高 Ｃ３ＳＶＭ算法对非均衡数据
的正类识别率和整体分类性能，需在裁剪偏移量 η的
有效裁剪区间内进行优化选择．

４　ＩＳＣＡ算法优化Ｃ３ＳＶＭ的裁截偏移量η
４．１　ＳＣＡ算法及其改进算法

正余弦优化算法（ＳｉｎｅＣｏｓｉｎｅＡｌｇｏｒｉｔｈｍ，ＳＣＡ）［１５］是
Ｍｉｒｊａｌｉｌｉ利用正余弦函数提出的一种基于种群的元启
发式优化算法．它通过多搜索体的并行迭代寻优以获
得优化问题的近似最优解，每个搜索体类似于遗传算

法的染色体或粒子群优化算法［１６］的粒子．ＳＣＡ算法的
迭代优化过程由探索和开采２个阶段并耦合ｒ１、ｒ２、ｒ３和
ｒ４等４个关键参数来实现，其执行伪码见算法２．

算法２　正余弦优化算法（ＳＣＡ）

１：初始化搜索体种群（解）（Ｘ）：
２：执行
３：　　计算每个搜索体的目标函数值：
４：　　更新当前最优解 Ｐ＝Ｘ
５：　　更新模型参数 ｒ１，ｒ２，ｒ３，ｒ４
６：　　更新搜索体种群（Ｘ）
７：判断 当前迭代次数ｔ是否小于预设最大迭代次数
８：输出全局最优解

在探索阶段，ＳＣＡ算法以较高概率将随机解与原解

集相组合以实现最优解潜在区域的探索；在开采阶段，

随机解是递变的且弱于探索阶段．为便于刻画这２个阶
段，构造如下的个体位置更新方程：

Ｘｔ＋１ｉ ＝
Ｘｔｉ＋ｒ１×ｓｉｎ（ｒ２）×｜ｒ３Ｐ

ｔ
ｉ－Ｘ

ｔ
ｉ｜， ｒ４＜０．５

Ｘｔｉ＋ｒ１×ｃｏｓ（ｒ２）×｜ｒ３Ｐ
ｔ
ｉ－Ｘ

ｔ
ｉ｜，{ ｏｔｈｅｒｗｉｓｅ

（８）
其中，Ｘｔｉ和Ｘ

ｔ＋１
ｉ 分别为第ｔ次和第ｔ＋１次迭代时第ｉ维

分量，Ｐｔｉ为第ｔ次迭代时最优解的第ｉ维分量．
显然，式（８）包含 ＳＣＡ算法４个关键参数，且每个

参数均有其特定作用：参数 ｒ１控制子代搜索体的移动
区间界值，参数 ｒ２表示移向或远离当前最优解的移动
距离，参数ｒ３实现对当前最优解的随机赋权以增强（ｒ３
＞１）或减弱（ｒ３＜１）目标点对移动距离的影响，参数 ｒ４
通过阈值的比较判断实现正余弦函数的选择性继承．
特别地，参数ｒ１折衷算法的探索和开采性能，控制迭代
时正余弦函数的波动振幅限值，其表达式为

ｒ１＝ａ－ｔ
ａ
Ｔ （９）

其中，ｔ为当前迭代次数，Ｔ为最大迭代次数，ａ为常数．
图３点线间线表示ＳＣＡ算法中参数ｒ１的限制作用．

由ＳＣＡ算法的基本知识可知：参数 ｒ１直接影响算
法的探索和开采性能，不同的 ｒ１递变形式将引起 ＳＣＡ
算法的优化性能差异．在基本ＳＣＡ算法中，参数ｒ１是线
性递减的，但迭代寻优前期由于当前最优解往往离全

局最优解相对较远，较快的 ｒ１递减形式并不利于搜索
空间的充分探索，甚至会增加陷入局部极值的可能性．
因此，为保证算法较好的全局寻优性能，参数 ｒ１的递变
过程应遵循的规则为：在迭代前期，参数 ｒ１应维持在一
个相对较大值以保证 ＳＣＡ算法对搜索空间的充分探
索；随迭代次数的增加直至后期，ｒ１的递减趋势应越趋
增大以保证算法后期较好的开采性能和收敛效率．

为改善ＳＣＡ算法的整体优化性能，遵循上述递变
规则提出一种非分段的线性参数ｒ１递变函数为：

ｒ１＝
ａ， ｔ＜１－ζａＴ

－（ａ＋ζ）
ｔ
Ｔ ＋ａ＋ζ，

{
ｏｔｈｅｒｗｉｓｅ

（１０）

其中，ζ∈［０，１］为可调节常数．不同ζ值将导致不同的ｒ１

１８９２
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递变过程，本文设ζ＝０６．图３展示ＩＳＣＡ算法中ｒ１对正
余弦函数的界值限制作用．基于式（１０）的ｒ１函数提出一
种改进ＳＣＡ算法（ＩｍｐｒｏｖｅｄＳＣＡａｌｇｏｒｉｔｈｍ，ＩＳＣＡ），并将其
用于Ｃ３ＳＶＭ算法中偏移量η的优化选择中．
４．２　基于ＩＳＣＡ算法的Ｃ３ＳＶＭ优化模型

Ｃ３ＳＶＭ算法待优化参数有影响负类样本裁剪效果
与算法优化性能的偏移量η、控制推广泛化性能的核参
数ｇ、折衷机器结构风险与泛化性能的罚参数 Ｃ等．不
同参数组合将引起模型分类性能差异，且参数优化选

择同算法本身的设计同等重要．Ｃ３ＳＶＭ算法的参数优
化选择可看作是一个组合优化问题：

ｍａｘ／ｍｉｎＦ（Χ）
ｓ．ｔ．ｘｉ∈［ｘｉｍｉｎ，ｘ

ｉ
ｍａｘ］

ｉ＝１，２，…，ｌ （１１）
其中，Ｘ表示模型中待优化的参数向量，ｌ表示待优化的
参数数目．本文主要优化裁剪偏移量η．

利用ＩＳＣＡ优化Ｃ３ＳＶＭ参数，并将二者相融合构造
ＩＳＣＡＣ３ＳＶＭ模型（ＩＣ３ＳＶＭ）以提高ＳＶＭ的非均衡数据
识别性能，其算法执行流程图见图４，主要步骤为：

Ｓｔｅｐ１：数据集的划分和模型参数设置．将数据集划
分为训练集和测试集以分别用于模型的训练和测试；

模型中需要设置的参数主要有Ｃ３ＳＶＭ预训练的初始参
数、ＩＳＣＡ算法的搜索体数目、迭代次数等．

Ｓｔｅｐ２：Ｃ３ＳＶＭ算法的预训练和负类待裁剪样本集
的确定．根据Ｃ３ＳＶＭ算法的初始参数，进行模型预训练
以确定初始最优超平面 ＯＨ、计算负类样本到 ＯＨ的距

离并排序以得到待裁剪样本集和η有效裁剪区间．
Ｓｔｅｐ３：ＩＳＣＡ算法优化 Ｃ３ＳＶＭ的裁剪偏移量 η．以

Ｃ３ＳＶＭ的识别性能作为ＩＳＣＡ的优化目标，利用多个搜
索体进行并行迭代寻优过程．

Ｓｔｅｐ４：输出最优参数Ｘｂｅｓｔ和最优目标值Ｆｂｅｓｔ．

５　数值实验
　　为验证本文算法的有效性和可行性，共进行３组实
验：第１组实验以人造数据验证不同裁剪偏移量对
Ｃ３ＳＶＭ算法的性能影响；第２组实验以基准函数验证
ＩＳＣＡ算法的优越寻优性能；第３组实验以标准数据库
的非均衡数据验证ＩＣ３ＳＶＭ算法的较好识别性能．
５．１　裁剪偏移量η对Ｃ３ＳＶＭ算法的性能影响分析

（１）人造实验数据
本节２Ｄ实验数据采用正态分布通过人工方式随

机生成，以验证裁剪偏移量 η对 Ｃ３ＳＶＭ的性能影响和
优化必要性：正类样本数据 ｄａｔａ＋～Ｎ（２，１），数据量为
１００；负类样本数据ｄａｔａ－～Ｎ（０，１），数据量为４００．

（２）评价指标
均衡数据的分类评价指标———分类准确率不再适

用于非均衡数据：因为正类样本在整个数据集中占少

数，即使被全部错分也将表现出较高的分类精度．因此，
需选择适于非均衡数据的分类器评价指标，为便于后

续描述首先定义混淆矩阵见表１．
表１　混淆矩阵

预测为正类 预测为负类

实际正类 ＴＰ（ＴｒｕｅＰｏｓｉｔｉｖｅｓ） ＦＮ（ＦａｌｓｅＮｅｇａｔｉｖｅｓ）

实际负类 ＦＰ（ＦａｌｓｅＰｏｓｉｔｉｖｅｓ） ＴＮ（ＴｒｕｅＮｅｇａｔｉｖｅｓ）

　　正类查准率Ｐｒｅｃｉｓｉｏｎ＝ＴＰ／（ＴＰ＋ＦＰ）；正类召回率
Ｓｅｎｓｉｔｉｖｉｔｙ＝ＴＰ／（ＴＰ＋ＦＮ）；负类召回率（也称真负率）
Ｓｐｅｃｉｆｉｃｉｔｙ＝ＴＮ／（ＦＰ＋ＴＮ）；进而可得：

Ｇｍｅａｎ 槡＝ Ｓｅｎｓｉｔｉｖｉｔｙ×Ｓｐｅｃｉｆｉｃｉｔｙ

Ｆｍｅａｓｕｒｅ＝
２×Ｓｅｎｓｉｔｉｖｉｔｙ×Ｐｒｅｃｉｓｉｏｎ
Ｓｅｎｓｉｔｉｖｉｔｙ＋Ｐｒｅｃｉｓｉｏｎ

其中，Ｇｍｅａｎ指标是 Ｓｅｎｓｉｔｉｖｉｔｙ和 Ｓｐｅｃｉｆｉｃｉｔｙ的几何均值，
衡量分类器的整体分类性能；Ｆｍｅａｓｕｒｅ指标是 Ｐｒｅｃｉｓｉｏｎ和
Ｓｅｎｓｉｔｉｖｉｔｙ的调和均值，衡量分类器的正类识别性能．

（３）实验结果和分析
以线性核ＫＬ、多项式核 ＫＰ和 ＲＢＦ核 ＫＲ分别进行

实验，对人造数据集按类别比例均匀随机选取正负类

样本的１／２作为训练集，剩余样本为测试集．ＳＶＭ预训
练得到基于３种核函数Ｃ３ＳＶＭ算法的裁剪偏移量 η的
有效裁剪区间分别为［－１７，６７］、［－３１，１７］和
［－１８，３］（负值表示该样本跨过 ＯＨ而混入正类一
侧）．为可视化不同裁剪量 η对基于不同核 Ｃ３ＳＶＭ的

２８９２



第　１２　期 高雷阜：耦合负类样本裁剪与非对称错分惩罚的非均衡ＳＶＭ算法

ＯＨ偏移影响，绘制图５（ＮＣ、ＰＣ和ＳＶ分别为 Ｎｅｇａｔｉｖｅ
ｃｌａｓｓ、ＰｏｓｉｔｉｖｅＣｌａｓｓ和ＳｕｐｐｏｒｔＶｅｃｔｏｒｓ样本）．

由图５分析可知，基于不同核函数的 Ｃ３ＳＶＭ算法
的最优超平面 ＯＨ对训练集的裁剪效果各有差异，ＯＨ
位置与形状、ＳＶ数目与分布形态、η有效裁剪区间等均
与核函数的选取有关；基于不同裁剪偏移量η的 ＯＨ对
测试集的识别效果有显著性差异：当裁剪量 η较小时，
裁掉的负类样本数目较少而使训练集非均衡度未发生

本质改变且 ＯＨ的分类效果改善不明显，即 Ｆｍｅａｓｕｒｅ和
Ｇｍｅａｎ指标均无显著性提高，见图５（ｂ）、（ｆ）、（ｊ）；随裁剪
量η的不断增大，被裁掉的负类样本不断增多而使训

练集非均衡度越趋减弱，分类器对正类识别性能增强，

Ｆｍｅａｓｕｒｅ和Ｇｍｅａｎ指标均明显提高，见图５（ｃ）、（ｇ）、（ｋ）；当
裁剪量η超过一定阈值并继续增大时则会导致负类样
本的过度裁剪而发生正负类样本的“属性逆转”现象，

此时分类器ＯＨ将过于偏向于假“正类”的负类样本，表
现为Ｆｍｅａｓｕｒｅ和 Ｇｍｅａｎ指标的再次减小，见图５（ｄ）、（ｈ）、
（ｌ）．

为进一步分析不同裁剪量 η对分类器评价指标的
递变影响，基于３种核函数的 Ｃ３ＳＶＭ分别按 ０１、０５
和００５为裁剪间隔 Δη进行实验，记录并绘制 Ｆｍｅａｓｕｒｅ、
Ｇｍｅａｎ等指标的实验结果对比见图６．
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　　由图６分析可知，（１）Ｃ３ＳＶＭ的 Ｓｅｎｓｉｔｉｖｉｔｙ值随裁
剪量 η的递增而增大，当超过一定阈值时可实现正类
样本的完全识别，此时 Ｃ３ＳＶＭ可看作 ＳＶＤＤ算法的一
种替代．（２）其它指标随裁剪量 η的递增表现出近似
相同的波动趋势：在递变初期指标值呈平稳状态，表明

裁剪量η较小时Ｃ３ＳＶＭ算法的非均衡识别性能改善不
明显；中期各指标值均有所提高，表明适度裁剪有利于

提高Ｃ３ＳＶＭ的非均衡识别性能；后期各指标值则再次
明显减小，表明过度裁剪不利于Ｃ３ＳＶＭ的非均衡分类．
（３）裁剪过程中 Ｐｒｅｃｉｓｉｏｎ指标变化最为剧烈，是因为
裁剪后期数据集发生样本属性的逆转现象且假“正类”

的负类样本错分速率大于正类样本的识别效率．（４）
基于３种核函数的Ｃ３ＳＶＭ算法中多项式核的变化曲线
最为陡峭，对裁剪量η的变化最为敏感；ＲＢＦ核的变化
最为平缓，具有较好的优化适应性．

总体来说，裁剪偏移量 η对不同核函数 Ｃ３ＳＶＭ算
法的非均衡数据识别性能有差异性影响，数据集中负

类样本的适度裁剪有利于改善 Ｃ３ＳＶＭ的分类识别性
能，因此，裁剪偏移量η的优化选择对提高Ｃ３ＳＶＭ的非
均衡数据识别性能有其必要性．
５．２　ＩＳＣＡ算法的优化性能分析

为验证ＩＳＣＡ算法的较好优化性能，选用６组基准
测试函数，以粒子群算法（ＰａｒｔｉｃｌｅＳｗａｒｍＯｐｔｉｍｉｚａｔｉｏｎ，
ＰＳＯ）［１６］、人 工 蜂 群 算 法 （ＡｒｔｉｆｉｃｉａｌＢｅｅＣｏｌｏｎｙ，
ＡＢＣ）［１７］、多元宇宙优化算法（Ｍｕｌｔｉｖｅｒｓｅｏｐｔｉｍｉｚｅｒ，
ＭＶＯ）［１８］和传统 ＳＣＡ算法为对比算法进行实验．基准
测试函数的信息见表２（各函数目标值均为０），其中前
３组为单峰函数以检验算法的开采性能与收敛效率、后
３组为多峰函数以检验算法的探索性能与局部极值规
避性．

表２　基准测试函数信息

Ｆｕｎｃｔｉｏｎ ＲａｎｇｅＤｉｍ

ｆ１（ｘ）＝∑
ｎ

ｉ＝１
ｘｉ ＋∏

ｎ

ｉ＝１
ｘｉ ［－１０，１０］１０

ｆ２（ｘ）＝∑
ｎ

ｉ＝１
（１０６）

ｉ－１
ｎ－１ｘ２ｉ ［－１００，１００］１０

ｆ３（ｘ）＝∑
ｎ

ｉ＝１
ｘｉｉ＋１ ［－１，１］１０

ｆ４（ｘ）＝
１
４０００∑

ｎ

ｉ＝１
ｘ２ｉ－∏

ｎ

ｉ＝１
ｃｏｓ（

ｘｉ
槡ｉ
）＋１ ［－６００，６００］１０

ｆ５（ｘ）＝∑
ｎ

ｉ＝１
｜ｘｉｓｉｎ（ｘｉ）＋０．１ｘｉ｜ ［－１０，１０］１０

ｆ６（ｘ）＝

∑
ｎ－１

ｉ＝１
（０．５＋

ｓｉｎ２（ １００ｘ２ｉ＋ｘ２ｉ＋槡 １）－０．５
１＋０．００１（ｘ２ｉ－２ｘｉｘｉ＋１＋ｘ２ｉ＋１）２

）２
［－１００，１００］１０

　　各智能算法均设定搜索体数目和最大迭代次数分
别为２０和２０００，各实验组均独立运行３０次并以实验

统计结果的均值（ａｖｅ）、标准差（ｓｔｄ）、最大值（ｍａｘ）和
最小值（ｍｉｎ）为评价指标，具体统计结果见表３．

由表３分析可知：６组单／多峰测试函数的优化结
果中，ＩＳＣＡ算法几乎均取得最优的 ａｖｅ指标表明 ＩＳＣＡ
具有较好的平均优化性能、最小 ｓｔｄ指标说明 ＩＳＣＡ具
有较好的算法稳定性／鲁棒性、最优 ｍａｘ指标证明算法
在最坏极端情况下仍具有相对较好的优化性能、最小

ｍｉｎ指标验证算法极强的迭代寻优性能．改进算法对单
峰函数均寻得最优的４项指标，表明 ＩＳＣＡ算法具有较
好的开采性能和算法收敛效率；对多峰函数，ＩＳＣＡ也获
得相对较优的指标值，验证了其对搜索空间的较好探

索能力与局部极值的良好规避性．上述结果验证了
ＩＳＣＡ算法优越的寻优性能．下节将利用ＩＳＣＡ算法优化
Ｃ３ＳＶＭ的裁剪偏移量η（ＩＣ３ＳＶＭ）以改善其非均衡数据
处理能力．

表３　不同算法的实验结果对比

ｆ ＰＳＯ ＡＢＣ ＭＶＯ ＳＣＡ ＩＳＣＡ

ｆ１

ａｖｅ ３．３ ３．８Ｅ－１６ １．２Ｅ－２ ６．３Ｅ－３４８．４Ｅ－３７

ｓｔｄ １．１Ｅ＋１ ９．５Ｅ－１７ ４．４Ｅ－３ ２．７Ｅ－３３２．７Ｅ－３６

ｍａｘ ５．０Ｅ＋１ ５．２Ｅ－１６ ２．５Ｅ－２ １．５Ｅ－３２１．２Ｅ－３５

ｍｉｎ ２．３Ｅ－２ １．５Ｅ－１６ ４．９Ｅ－３ ２．７Ｅ－４１２．８Ｅ－４５

ｆ２

ａｖｅ ６．１Ｅ＋４ ９．５Ｅ－１７ １．４Ｅ＋４ １．３Ｅ－４６１．３Ｅ－５１

ｓｔｄ ４．２Ｅ＋４ ３．６Ｅ－１７ １．１Ｅ＋４ ４．９Ｅ－４６７．０Ｅ－５１

ｍａｘ １．５Ｅ＋５ ２．０Ｅ－１６ ３．５Ｅ＋４ ２．５Ｅ－４５３．８Ｅ－５０

ｍｉｎ ５．２Ｅ＋３ ４．７Ｅ－１７ １．６Ｅ＋３ ６．５Ｅ－６３８．０Ｅ－６５

ｆ３

ａｖｅ ２．６Ｅ－７ １．７Ｅ－１７ ７．０Ｅ－９ １．１Ｅ－８６ ４Ｅ－１０８

ｓｔｄ ４．３Ｅ－７ ６．０Ｅ－１８ ８．３Ｅ－９ ６．１Ｅ－８６ ２Ｅ－１０７

ｍａｘ １．４Ｅ－６ ３．１Ｅ－１７ ４．４Ｅ－８ ３．３Ｅ－８５ ８Ｅ－１０７

ｍｉｎ ０．０ ５．８Ｅ－１８ ３．９Ｅ－１０ ９Ｅ－１２７ １Ｅ－１３７

ｆ４

ａｖｅ ４．０ ７．０Ｅ－３ ２．３Ｅ－１ ２．３Ｅ－２ ３．１Ｅ－３

ｓｔｄ ３．４ ７．３Ｅ－３ ６．７Ｅ－２ ７．５Ｅ－２ ６．７Ｅ－３

ｍａｘ １．６Ｅ＋１ ２．７Ｅ－２ ３．５Ｅ－１ ３．９Ｅ－１ ９．６Ｅ－２

ｍｉｎ ８．４Ｅ－２ １．１Ｅ－１６ １．１Ｅ－１ ０．０ ０．０

ｆ５

ａｖｅ ２．６Ｅ－１ １．０Ｅ－９ ９．５Ｅ－２ ２．３Ｅ－１６７．２Ｅ－２３

ｓｔｄ ２．４Ｅ－１ ５．３Ｅ－９ ８．３Ｅ－２ １．３Ｅ－１５３．４Ｅ－２２

ｍａｘ １．２ ２．９Ｅ－８ ３．４Ｅ－１ ７．０Ｅ－１５１．９Ｅ－２１

ｍｉｎ ４．２Ｅ－２ ４．４５Ｅ－１６ ８．３Ｅ－３ ３．１Ｅ－３９１．３Ｅ－４９

ｆ６

ａｖｅ １．０ ２．１Ｅ－１ ９．６Ｅ－１ １．１ ２．４Ｅ－１

ｓｔｄ ３．１Ｅ－１ ８．９Ｅ－２ １．８Ｅ－１ ３．９Ｅ－１ ２．９Ｅ－１

ｍａｘ １．５ ３．６Ｅ－１ １．３ １．６ １．４

ｍｉｎ ２．０Ｅ－１ １．５Ｅ－２ ５．３Ｅ－１ ２．０Ｅ－１ ７．０Ｅ－３

５．３　ＩＣ３ＳＶＭ对非均衡数据的优化性能分析
为验证ＩＣ３ＳＶＭ算法对非均衡数据的较好识别性
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能，以ＵＣＩ数据库和 ＫＥＥＬ数据库［１９］的５组非均衡数
据集为实验数据，其物理属性信息见表４；以 Ｓ２ＶＭ［２０］、
ＯｖｅｒｓａｍｐｌｉｎｇＳＶＭ（ＯＳＶＭ）［７］、ＵｎｄｅｒｓａｍｐｌｉｎｇＳＶＭ
（ＵＳＶＭ）［８］和 ＳｍｏｔｅＳＶＭ（ＳＳＶＭ）［６］为对比算法进行
实验．
　　鉴于 ＲＢＦ核在无先验知识前提下对线性、非线性
问题的较好适用性以及５．１节中表现出的较好非线性
处理性能，本节以 ＲＢＦ核为 ＳＶＭ核函数，各算法中惩
罚参数Ｃ和核参数ｇ均设定为１０和０５，ＳＳＶＭ算法中
ｋＮＮ近邻数目 ｋ＝５，ＩＣ３ＳＶＭ算法中种群规模和最大
迭代次数分别为５和１００且以 Ｇｍｅａｎ指标最大化为优化
目标．随机选取各数据集的１／２为训练集剩余样本为测
试集．评价指标选用 Ｇｍｅａｎ（Ｇ）、Ｓｅｎｓｉｔｉｖｉｔｙ（Ｓ）指标和
Ｆｍｅａｓｕｒｅ（Ｆ）指标，具体实验结果见表５．

表４　非均衡数据集的物理属性信息

数据集 样例规模 正例数 非均衡度 属性数

３ＴＥ ９５８ ３３２ １．８８６ ９

Ｃｌｉ ５４０ ４６ １０．７３９ １８

Ｌ７Ｄ ４４３ ３７ １０．９７３ ７

Ｅ４ ３３６ ２０ １５．８０ ７

Ｙ５ １４８４ ４４ ３２．７２７ ８

注：ＣｌｉｍａｔｅＭｏｄｅｌＳｉｍｕｌａｔｉｏｎＣｒａｓｈｅｓ（Ｃｌｉ）、ＴｉｃＴａｃＴｏｅＥｎｄｇａｍｅ（３ＴＥ）、
Ｅｃｏｌｉ４（Ｅ４）、Ｌｅｄ７ｄｉｇｉｔ－０２４５６７８９ＶＳ１（Ｌ７Ｄ）、Ｙｅａｓｔ５（Ｙ５）．

表５　５种算法的实验结果对比

Ｄａｔａ Ｓ２ＶＭ ＯＳＶＭ ＵＳＶＭ ＳＳＶＭ ＩＣ３ＳＶＭ

３ＴＥ

Ｇ ０．８６２ ０．８６６ ０．８４７ ０．８４６ ０．８７４

Ｓ ０．７５３ ０．７５９ ０．８０７ ０．７４７ ０．７８３

Ｆ ０．８４８ ０．８５１ ０．８００ ０．８１９ ０．８５５

Ｃｌｉ

Ｇ ０．６８６ ０．６８６ ０．８０４ ０．７１６ ０．８６４

Ｓ ０．４７８ ０．４７８ ０．７８３ ０．５２２ ０．８７０

Ｆ ０．５７９ ０．５７９ ０．４２９ ０．６１５ ０．５１３

Ｌ７Ｄ

Ｇ ０．８５０ ０．８４４ ０．８６０ ０．８５０ ０．８９１

Ｓ ０．７３７ ０．７３７ ０．７９０ ０．７３７ ０．９４７

Ｆ ０．７５７ ０．７００ ０．６３８ ０．７５７ ０．５１４

Ｅ４

Ｇ ０．８９４ ０．９４３ ０．８９４ ０．８８９ ０．９８４

Ｓ ０．８００ ０．９００ ０．８００ ０．８００ １．０

Ｆ ０．８５７ ０．８５７ ０．８８９ ０．８００ ０．８００

Ｙ５

Ｇ ０．２１３ ０．９６５ ０．９６７ ０．９６８ ０．９７５

Ｓ ０．０４６ １．０ １．０ １．０ １．０

Ｆ ０．０８７ ０．４７３ ０．５７１ ０．４８９ ０．５５７

　　由表５分析可知，ＩＣ３ＳＶＭ算法与其他算法相比均
取得最优 Ｇｍｅａｎ，表明改进算法具有较好的非均衡数据
整体识别性能和良好的负类样本过拟合规避性．

ＩＣ３ＳＶＭ算法几乎均获得最优 Ｓｅｎｓｉｔｉｖｉｔｙ，说明其具有较
好的正类召回率，在一定程度上可有效提高非均衡数

据的正类识别性能，有利于降低实际应用中因正类样

本错分而造成的潜在损失与危害．表５中改进算法的
Ｆｍｅａｓｕｒｅ指标改善效果有限，是因为 ＩＳＣＡ算法以 Ｇｍｅａｎ最
大化为优化目标．为提高 ＩＣ３ＳＶＭ识别非均衡数据的
Ｆｍｅａｓｕｒｅ性能，可将 Ｆｍｅａｓｕｒｅ最大化为优化目标以保证
ＩＣ３ＳＶＭ算法对正类样本的完全识别（见５．１节分析）．
而在实际应用中，ＩＳＣＡ算法的优化目标可根据具体分
类需求以Ｇｍｅａｎ、Ｆｍｅａｓｕｒｅ等指标或综合多指标的特定加权
指标进行针对性设置．表６为以 Ｇｍｅａｎ与 Ｆｍｅａｓｕｒｅ１／２加权
为优化目标时的实验结果．

表６　１／２加权条件下Ｆｍｅａｓｕｒｅ对比结果

Ｄａｔａ ３ＴＥ Ｃｌｉ Ｌ７Ｄ Ｅ４ Ｙ５

ＩＣ３ＳＶＭ ０．８５５ ０．５１３ ０．５１４ ０．８００ ０．５５７

ＩＣ３ＳＶＭ１／２ ０．８５５ ０．６０４ ０．７８９ ０．８５７ ０．７５０

注：ＩＣ３ＳＶＭ１／２中带角标的表示其也优于表５中其他对比算法

　　由表６分析可知，在优化目标中融入 Ｆｍｅａｓｕｒｅ指标的
ＩＣ３ＳＶＭ１／２算法能够较好地调和 ＩＣ３ＳＶＭ对非均衡数据
的正类查准率与召回率，有效提高分类器的正类识别

率，表明在实际非均衡应用中可根据具体需求自适应

设定优化目标以改善分类器的特定指标性能，进一步

验证改进算法在实际应用中具有较好的特定需求适

定性．
综上所述，ＩＣ３ＳＶＭ算法具有较好的非均衡数据整

体分类效果与正类识别率及在实际应用中较好的特定

需求适定性，验证了改进算法对非均衡数据的较好识

别性能．

６　结论

　　针对 Ｓ２ＶＭ处理非均衡数据出现的正类样本大量
错分现象，分析知其直观原因是最优超平面过于趋近

或嵌入正类样本，理论原因则是最优超平面的偏置量ｂ
优化不当所引起的，继而得出Ｓ２ＶＭ对非均衡数据分类
失效的３种原因及相应对策．根据 ＳＶＭ最优分类超平
面仅由少量支持向量决定的特性，提出一种基于负类

支持向量样本裁剪策略的改进 ＳＶＭ数学表达．考虑到
负类样本数据量大需经多次反复训练裁剪过程才能实
现正类数据的较高识别率且较为费时，鉴于数据样本

的反复“训练删除”过程等效于基于特定裁截面的一
次性裁剪，提出一种基于特定裁截面的负类样本裁剪

和非对称错分惩罚机制相耦合的 Ｃ３ＳＶＭ算法，并利用
ＩＳＣＡ算法优化其裁截偏移量η以提高其非均衡数据处
理性能，实验结果验证 ＩＣ３ＳＶＭ算法对非均衡数据的较
好识别性能．
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本文的改进思想主要是从ＳＶＭ对非均衡数据分类
失效的第１种原因即平移偏置量的角度并融合错分惩
罚机制提出的，接下来的工作重点将是从第２或３种原
因展开相关研究：正负类 Ｌａｇｒａｎｇｅ乘子的代价敏感程
度及其与错分惩罚机制间的关系，以及融入数据特性

的针对特定非均衡数据的核函数构造与设计等．
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